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桥梁病害检测现状

 我国桥梁不论在数量上还是在长度上都稳步增长，给管养护工作带来极大的挑战。

 我国在役中的大量桥梁已进入了病害集中爆发时段。



桥梁病害检测现状

桥梁检测车 皮划艇检测 爬梯检测 望远镜检测

拉索机器人检测 无人机检测

人工检测

 效率低

 成本高

 安全性差

智能化检测

 效率高

 成本低

 安全性好



现有研究主要针对裂缝病害的识别，对其它病害研究较少。本研究主要针对支座开裂、脱空、剪切变

形、正常工作进行分类，提出一种基于计算机视觉的桥梁板式橡胶支座检测方法，有助于推进桥梁病

害的自动化检测，提高检测效率，降低检测成本。

开裂 脱空

剪切 正常

桥梁病害检测现状

利用无人机非接触式检测技术，拍摄支座图像，然后利用深度卷积神经网络进行识别



板式橡胶支座因其经济、安装便捷等优势，在公路桥梁中大量使用，连接上部与下部结构，传递荷载。

板式橡胶支座病害

开裂

剪切

脱空

压缩

剪切

转动

滑动



卷积神经网络（CNN）：最少有一层卷积操作的神经网络。卷积神经网络主要有三层结构：卷积层、池

化层和全连接层，通过堆叠来形成一个完整的卷积神经网络。

深度卷积神经网络

神经网络模型

用于图像识别

深度学习CNN模型
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 卷积是一种线性滤波方法，其可以图像降噪、锐化、边缘提取等。

 池化层是缩减模型大小，从而减少计算量，提高所取特征的鲁棒性。

 全连接层是把前面所提取到的特征综合起来，起到分类的作用。



共收集原始图像4155张，其中支座开裂1053张，支座剪切变形1004张，支座脱空1038张，正常支座

1060张，按照8：1：1的比例划分训练集、验证集、测试集。

图像数据集的建立:收集与扩增

开裂 剪切变形 脱空 正常

类别 原始训练集（张） 验证集（张） 测试集（张）

开裂 841 106 106

剪切 802 101 101

脱空 830 104 104

正常 848 106 106

合计 3321 417 417

需要在支座前后左右视角拍摄，

将支座主要特征拍摄到图像中，

图像采集来自不同桥梁，不同

设备，角度多样，代表性广泛。



为得到更多病害训练样本，对现有图像进行数据增强处理，以提高模型泛化能力。对于桥梁支座病害

图像而言，经过水平、垂直翻转及旋转等图像处理不会改变病害的特征 ，从而实现对图像的扩增。

图像数据集的建立:收集与扩增

在线图像扩增



图像数据集的建立:收集与扩增

原始图像

水平翻转

垂直翻转

水平、垂直翻转

逆时针旋转20°

顺时针旋转20°
基于主成分分析（PCA）的数据增强基于opencv图像处理

PCA处理后的示意图

原始图像



深度学习图像分类

构建了三种深度卷积神经网络病害识别的方法：

【方法1】从头开始训练卷积神经网络

【方法2】迁移学习，训练全连接层+微调所有层

【方法3】迁移学习+数据增强

数据收集

数据扩增

方法1

从头开始训练

方法2

训练全连接层和微调所用层

方法3

微改的迁移学习

比较训练集和验证集

上的准确率和损失率
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深度学习图像分类：方法1

从头开始训练卷积神经网络：用本研究的数据集去训练一个没有在其它数据集上训练过的模型，并在

每一个原始网络中的全连接层中加入Droput层，用于防止过拟合。

ResNet50、MobileNetV2、Xception

加入Dropout层网络结构示意图

VGG16加入Dropout层网络结构

选取VGG16、ResNet50、MobileNetV2、Xception模型



深度学习图像分类：方法1

训练集和验证集的准确率 训练集和验证集的损失值 训练集和验证集的损失值

 在训练集上四个模型的表现都很好，准确率都能达到百分之九十以上，但在验证集上表现不够理想，与训练集

准确率相差较远。

 相对来说VGG16效果最好，其在各个评价指标上表现都优于其它模型，整体准确率（Accuracy）为0.58，召

回率（Recall）为0.58，脱空的召回率（Recall）为0.76（最高）；Xception模型在脱空上的召回率

（Recall）为0.93（最高），对于该种类的识别率最好，但在其它种类的表现较差。

 从头开始训练的几个模型，其在测试集上的识别能力都比较差，远达不到实际工程应用。

深度卷积神经网络训练时需要大量数据样本，才能让

模型充分的训练与学习，从而提升模型的泛化能力。

模型Xception在测试集各类别的评价指标数值

Precision Recall F1-score Support

开裂 0.68 0.34 0.45 106

剪切 0.57 0.38 0.45 101

脱空 0.38 0.93 0.54 104

正常 0.68 0.26 0.38 106

Accuracy 0.48 417

模型VGG16在测试集各类别的评价指标数值

Precision Recall F1-score Support

开裂 0.67 0.56 0.61 106

剪切 0.51 0.54 0.53 101

脱空 0.70 0.76 0.73 104

正常 0.44 0.45 0.45 106

Accuracy 0.58 417



迁移学习（训练全连接层+微调所有层）：将某一领域学习参数信息迁移到另一个领域。四个模型均用平均池化层

+Droput层+Dense层作为全连接层，冻结全连接层其它全部层，并对全连接层进行训练30次，对4种模型进行

微调，主要操作是对每个模型的所有层解冻并进行低学习率训练，覆盖训练全连接层训练权值，共进行21次迭代。

深度学习图像分类：方法2

迁移学习微调模型训练框架

解决过拟合的问题



深度学习图像分类：方法2

 训练全连接层30次后，各模型的分类器已趋于收敛，效果提升不再明显。

 相对来说VGG16效果最好，最终的整体准确率（Accuracy）为0.69，相对于从头开始训练准确率提高11%，

在剪切变形上精确度（Precision）达到0.80（最高），在脱空上召回率（Recall）达到0.88（最高），

MobileNetV2在脱空上召回率（Recall）为0.88（最高）。

 使用迁移学习后，模型的泛化能力提升，但过拟合问题仍存在。

训练集和验证集的准确率 训练集和验证集的损失值 训练集和验证集的损失值

模型VGG16在测试集各类别的评价指标数值

Precision Recall F1-score Support

开裂 0.72 0.74 0.73 106

剪切 0.80 0.63 0.71 101

脱空 0.60 0.88 0.71 104

正常 0.71 0.51 0.59 106

Accuracy 0.69 417

模型MobileNetV2在测试集各类别的评价指标数值

Precision Recall F1-score Support

开裂 0.78 0.59 0.67 106

剪切 0.60 0.70 0.65 101

脱空 0.70 0.88 0.78 104

正常 0.62 0.52 0.57 106

Accuracy 0.67 417



迁移学习+数据增强：首先进行Keras ImageDataGenerator实时图像处理，命名为DA1。再进行基于opencv

图像处理方法+PCA方法，命名为DA2。在迁移学习VGG16模型下进行，不改变其它参数，最终结果显示DA2方

法进一步提升了模型的泛化能力。

深度学习图像分类—方法3

DA2数据扩增后支座数据集

类别 原始训练集数量（张） 扩增后训练集数量（张） 验证集数量（张）测试集数量（张）

开裂 841 5046+841 106 106

剪切变形 802 4812+802 101 101

脱空 830 4980+830 104 104

正常 848 5088+848 106 106

合计 3321 23247 417 417



深度学习图像分类：方法3

 DA1方法效果不佳，DA2方法很大幅度提升了网络的泛化能力及整体识别准确率。

 在测试集上的整体识别准确率（Accuracy）较方法2提高7%，较方法1提高18%，达到了76%。

 在脱空上召回率（Recall）达到0.86，相方法2基本持平，在开裂上精确度（Precision）达到0.91。

 在后续研究中，还需进一步提升整体的识别能力。

训练集和验证集的准确率 训练集和验证集的损失值 训练集和验证集的损失值

模型VGG16+DA1在测试集各类别的评价指标数值

Precision Recall F1-score Support

开裂 0.70 0.81 0.75 106

剪切 0.67 0.44 0.53 101

脱空 0.80 0.79 0.80 104

正常 0.57 0.69 0.63 106

Accuracy 0.69 417

模型VGG16+DA2在测试集各类别的评价指标数值

Precision Recall F1-score Support

开裂 0.91 0.69 0.78 106

剪切 0.79 0.77 0.78 101

脱空 0.77 0.86 0.81 104

正常 0.63 0.73 0.68 106

Accuracy 0.76 417



深度学习图像分类：二分类

微改的VGG16迁移学习方法

二分类病害识别：四分类模型的整体识别能力可以为实际工程提供一定的参考，尤其是在脱空类别上，具有可靠

的识别能力。考虑到实际工程中更高的整体识别准确率的需要以及四分类的高计算成本，现考虑两分类病害识别，

即有病害的为一类，正常的为一类。

在预训练模型的基础上，解
冻最后四层，包括三层卷积
层和一个最大池化层，并用
Sequential把原模型最后四
层去掉，重新依次加入三个
模块： 、最大池化层和
Dropout层，用以提升模型
泛化能力及学习能力。

1

学习率使用指数衰减函数

微改迁移学习模型训练框架

学习率过大，可能会错过最
优值；学习率过小，可能会
停留在局部极小值上。



深度学习图像分类：二分类

微改后VGG16在测试集的识别数据

实际标签
预测标签

有病害 正常

有病害 66 11

正常 12 65

微改后VGG16在测试集各类别的评价指标数值

Precision Recall F1-score Support

有病害 0.85 0.86 0.85 77

正常 0.86 0.84 0.85 77

Accuracy 0.85 154

训练集和验证集的准确率 训练集和验证集的损失值 测试数据集上所有分类器的性能

用二分类代替四分类，

方法在结果上更好，需

要数据集较少，模型的

训练效率提高，在工程

应用中有很好的价值。



小结

将深度卷积神经网络用于桥梁板式橡胶支座病害识别，包括：开裂、剪切变形、脱空、正常四种类别：

采用了四种不同的模型和三种不同的训练方式：VGG16、ResNet50、MobileNetV2、Xception

模型；从头开始训练，迁移学习，迁移学习+图像增强。

在方法1上整体识别率最好的是VGG16模型，达到58%；在方法2上整体识别率最好的仍是VGG16，

达到69%；在图像增强的数据集上，用VGG16模型进行训练，整体识别率达到76%，大幅提升了

模型的识别准确率。

应用opencv进行图像处理的方式加上PCA的线下扩增方法效果较好。

将支座的状态只分为两种（正常和有病害），并采用迁移学习+图像增强训练评估模型，效果提升

明显，整体识别率达到85%，可以为工程应用提供参考。
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